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Resumen.-

En este artı́culo se presenta una metodologia basada en los algorı́tmos: filtro de Kalman extendido y filtro de
partı́culas Kalman extendido para estudiar el problema de estimación de parámetros en modelos dinámicos con
estructuras no lineales, pero con errores de observación Gaussianos, se plantea un modelo en la forma de espacio
estado, donde los estados del sistema no observado son tratados como parámetros, se utilizan técnicas recursivas
de inferencia Bayesiana para predecir y actualizar la distribución a posterior y marginal de los estados. Ilustramos
la propuesta estimando y reconstruyendo los estados de los mapas de Henón y Lorenz, además se reconstruye los
estados y propiedades morfologicas de las señales de un modelo sintético de un electrocardiograma. Los resultados
demuestran que los filtros tienen buen comportamiento en la estimación de los estados. Finalmente se evalua el
comportamiento de los algorı́tmos en términos de la desviación estandar empı́rica y los tiempos de computo CPU,
observandose pequeñas variaciones en los errores estimados y una rapida ejecución en tiempo real.
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Extended Kalman filter and extended particle Kalman filter for non
linear estimation problems

Abstract.-

This article presents a methodology based on algorithms: filter extended Kalman and particle filter extended
Kalman to study the problem of parameter estimation in dynamic models with non-linear structures, but with
errors of observation Gaussian, arises in the form of State space model, where the no-observed-system States are
treated as parametersrecursive Bayesian inference techniques are used to predict and update distribution to rear
and marginal States. We illustrate the proposal estimating and reconstructing States of Henon maps and Lorenz,
was also reconstructed States and morphological properties of a synthetic model of an electrocardiogram signals.
The results show that filters have good behavior in the estimation of the States. Finally it evaluates the behavior of
algorithms in terms of the empirical standard deviation and the times of computer CPU, with small variations in
the estimated errors and rapid execution in real time.
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1. Introducción

Un sistema dinámico puede ser descrito por
el modelo espacio estado; matemáticamente se
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define como:

xt =Mt(xt−1) + ut (1)
yt = Ht(xt) + vt (2)

La ecuaciones dada en (1) y (2) representa un
sistema dinámico, dondeMt y Ht son operadores
que obedecen la evolución del sistema, no lineales
en este caso de estudio, xt ∈ X ⊂ R

n denota al
vector de estados desconocidos en un tiempo t,
ut es un error aleatorio de estimación del estado,
yt ∈ Y ⊂ R

n es el vector de observaciones y vt

es un error aleatorio de observación. El objetivo
en el problema de estimación es obtener el vector
de estado desde un conjunto de observaciones.
Esta estimación, en el enfoque bayesiano, implica
calcular la distribución a posteriori P(x0:t|y1:t) y
ası́ su distribución marginal P(xt|y1:t). El problema
descrito recibe el nombre de problema del filtrado
bayesiano, también denominado problema del
filtrado óptimo. Uno de los aportes de este trabajo
consiste en aplicar técnicas de filtrado de señales,
se utilizaran especificamente: el filtro de partı́culas
Kalman extendido (FPKE) y el filtro de Kal-
man extendido (FKE), para reconstruir sistemas
dinámicos no lineales sensitivos a las condiciones
iniciales, donde estos son solo previsibles en
términos cortos de tiempo. Para una revisión
extensa de los filtros ver: [1], [2], [3], [4], [5], [6],
[7], [8], [9], [10], entre otros.

El resto del artı́culo es como sigue: en la
Sección 2 se describe el filtro de Kalman ex-
tendido; en la Sección 3 se describe el filtro de
particulas Kalman extendido; en la Sección 4 se
define el problema de estimación no lineal; en la
Sección 5 se muestran los resultados obtenidos y
una discusión de los resultados obtenidos.

2. Filtro de Kalman extendido (FKE)

El filtro de Kalman extendido (FKE) resuelve el
problema de la estimación del estado xt generado
por un sistema no lineal, utilizando la expansión
de la serie de Taylor que aproxima las ecuaciones
no lineales de estado y de observación, sobre el
valor actual estimado del estado x̂t; igualmente,

provee un estimado de la varianza mı́nima del
estado basado en la información estadı́stica sobre
el modelo (1) y (2). Supóngase que el vector de
ruido es un proceso Gaussiano de media cero y
matrices de varianza covarianzas dadas por:

E(w jwT
t ) = δ jtQk

E(v jvT
t ) = δ jtRk

y

E(v jwT
t ) = 0

para todo ∀ j, t. Asimismo, δ jt es la función delta
dirac.

El filtro de Kalman propaga los primeros dos
momentos de la distribución xt recursivamente; a
través de la ecuación de estado y de observación,
luego el FKE actualiza lo estimado del vector
estado y de la covarianza. La actualización es
llevada acabo a través de la matriz de ganancia de
KalmanK , la cual minimiza la suma ponderada de
los elementos de la diagonal principal de la matriz
de covarianza (minimiza la varianza). Supóngase
que se tiene el siguiente sistema dinámico:

xt = ft(xt−1,ut−1,wt−1)
yt = ht(xt, vt)
wt ∼ (0,Qt)
vt ∼ (0,Rt) (3)

Linealizando la ecuación de estado alrededor de
xt−1 = x̂+

t−1, y haciendo wt−1 = 0, se obtiene lo
siguiente:

xt = ft−1(x̂+
t−1, ut−1, 0) +

∂ ft−1

∂x
|x̂+

t−1
(xt−1 − x̂+

t−1)

+
∂ ft−1

∂w
|x̂+

t−1
wt−1

= ft−1(x̂+
t−1, ut−1, 0) + Ft−1(xt−1 − x̂+

t−1)
+Lt−1wt−1

= Ft−1xt−1 +
[
ft−1(x̂+

t−1, ut−1, 0) − Ft−1 x̂+
t−1

]
+Lt−1wt−1

= Ft−1xt−1 + ũt−1 + w̃t−1

(4)
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donde:

Ft−1 =
∂ ft−1

∂x
|x̂+

t−1

y

Lt−1 =
∂ ft−1

∂w
|x̂+

t−1

La señal conocida ũt y la señal de ruido w̃t son
definidas como sigue:

ũt = ft(x̂+
t , ut, 0) − Ft x̂+

t

y

w̃t ∼ (0, LtQtLT
t )

Linealizando la ecuación de observación alrede-
dor de xt = x̃−t y haciendo vt = 0, se obtiene:

yt = ht(x̂−t , 0) +
∂ht

∂x
|x̂−t (xt − x̂−t ) +

∂ht

∂v
|x̂−t vt

= ht(x̂−t , 0) + Ht(xt − x̂−t ) + Mtvt

= Htxt +
[
ht(x̂−t , 0) − Ht x̂−t

]
+ Mtvt

= Htxt + zt + ṽt (5)

donde:

Ht =
∂ht

∂x
|x̂−t

y

Mt =
∂ht

∂v
|x̂−t

Las señal conocida zt y la señal de ruido ṽt son
definidas como sigue:

zt = ht(x̂−t , 0) − Ht x̂−t (6)

y

ṽt ∼ (0,MtRtMT
t ) (7)

Entonces se tiene una representación espacio
estado lineal en las ecuaciones dadas por (4) y (5).
Esto implica que se pueden usar las ecuaciones
estándar del filtro de Kalman para estimar los
estados.

Usando las ecuación del ajuste lineal de Bayes
dada en [11], se obtienen las ecuaciones para el
filtro de Kalman extendido en tiempo discreto:

P−t = Ft−1P+
t−1FT

t−1 + Lt−1Qt−1LT
t−1

Kt = P−t HT
t

(
HtP−t HT

t + MtRtMT
t

)−1

x̂−t = ft−1(x̂+
t−1, ut−1, 0) (8)

zt = ht(x̂−t , 0) − Ht x̂−t
x̂+

t = x̂−t + Kt(yt − Ht x̂−t − zt)
= x̂−t + Kt

[
yt − ht(x̂−t , 0)

]
P+

t = (I − KtHt)P−t (9)

Entonces el FKE se resume como sigue:

Paso 1 El sistema de ecuación de observación y
ecuación de estado es dado como sigue:

xt = ft−1(xt−1, ut−1,wt−1)
yt = ht(xt, vt)
wt ∼ N(0,Qt)
vt ∼ N(0,Rt) (10)

Paso 2 Se inicializa el filtro como sigue:

x̂+
0 = E(x0)

P+
0 = E

[
(x0 − x̂+

0 )(x0 − x̂+
0 )T

]
Paso 3 Para t = 1, 2, . . . , se ejecuta lo siguiente:

Se calculan las siguientes matrices de
derivadas parciales:

Ft−1 =
∂ ft−1

∂x
|x̂+

t−1

y

Lt−1 =
∂ ft−1

∂w
|x̂+

t−1

Se realiza la actualización del estado y
la covarianza estimada como sigue:

P−t = Ft−1P+
t−1FT

t−1 + Lt−1Qt−1LT
t−1

x̂−t = ft−1(x̂+
t−1, ut−1, 0)
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Luego se calculan las siguientes matri-
ces de derivadas parciales:

Ht =
∂ht

∂x
|x̂−t

y

Mt =
∂ht

∂v
|x̂−t

Ahora se actualiza la ecuación de obser-
vación usando los estados estimados y
la covarianza estimada como sigue:

Kt = P−t HT
t

(
HtP−t HT

t + MtRtMT
t

)−1

x̂+
t = x̂−t + Kt

[
yt − ht(x̂−t , 0)

]
P+

t = (I − KtHt)P−t

3. Filtro de partı́culas Kalman extendido (FP-
KE)

El método de filtro de partı́culas Kalman ex-
tendido (FPKE) consiste en considerar una dis-
tribución propuesta que se utiliza para aproximar
la distribución de importancia. La técnica se
basa en la expansión de series de Taylor de
primer orden de la distribución de transición
y de la distribución de importancia; además,
supone una distribución Gaussiana para todas las
variables aleatorias consideradas. En un marco
recursivo propaga la aproximación Gaussiana de
la distribución a posteriori durante el tiempo y
combina esto en cada paso del tiempo con la nueva
observación. En este sentido, el método filtro de
partı́culas Kalman extendido puede ser resumido
como sigue:

Paso 1 Inicialización: En un tiempo t = 0

Para i = 1, . . . ,N; muestrea x(i)
0 ∼ p(x0).

Para i = 1, . . . ,N; muestrea w(i)
0 ∼ p(y0|x

(i)
0 ).

Luego se normalizan los pesos:

w̃(i)
0 =

w(i)
0∑N

j=1 w( j)
0

Paso 2 Predicción y actualización: Para t ≥ 1, se
tiene:

Para i = 1, . . . ,N; se actualizan las partı́culas con
el algoritmo FKE.

x̂(i)
t|t−1 = f (x(i)

t−1)

P(i)
t|t−1 = F(i)

t P(i)
t−1(F(i)

t−1)T + Qt

K(i)
t = Pi

t|t−1

(
H(i)

t

)T [
H(i)

t P(i)
t|t−1(H(i)

t )T + Rt

]−1

x̂(i)
t = x̂(i)

t|t−1 + K(i)
t

[
yt − h(x̂(i)

t|t−1)
]

P̂(i)
t = (I − K(i)

t H(i)
t )P(i)

t|t−1 (11)

Para i = 1, . . . ,N; se muestrea de la densidad de
importancia como sigue:

x(i)
t ∼ N

(
x̂(i)

t , P̂
(i)
t

)
Para i = 1, . . . ,N; se muestrea:

w(i)
t ∼ p(yt|x

(i)
t )w̃(i)

t−1

y luego se normalizan los pesos de importan-
cia:

w̃(i)
t =

w(i)
t∑N

j=1 w( j)
t

Si el tamaño de muestra efectivo N̂T ME es menor
que un cierto umbral definido por [11] como
NU = N

2 , esto es:

N̂T ME =
1∑N

i=1(w̃(i)
t )2

< NU

se remuestrea, a partir de la población{
x(i)

t ,w
(i)
t

}
, y se obtiene un nuevo conjunto{

x(i)
t ,

1
N

}
con pesos uniformes.

Paso 3 Salida: El conjunto de muestras es usado
para aproximar la distribución a posteriori y
calcular la media y la covarianza es

p̂(xt|y1:t) =

N∑
i=1

w̃(i)
t δ(xt − x(i)

t )

x̂t = E(xt|y1:t) ≈
N∑

i=1

w̃(i)
t x(i)

t

P̂t = C(x0:t|y1:t) ≈
N∑

i=1

w̃(i)
t (x̂(i)

t − x(i)
t )(x̂(i)

t − x(i)
t )T .
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Para validar los resultados obtenidos se
usará como medida de adecuación, la desviación
estándar empı́rica, definida por:

√
Var(xt|l) =

1
N

N∑
t=1

 1
M

M∑
j=1

(x( j)
t|l − x( j)

t )2


1
2

(12)

donde: x( j)
t es el estado verdadero para la j−ésima

simulación; x( j)
t|l =

∑N
i=1 w̃(i)

t|l x j,(i)
t es el estimador

Monte Carlo de xt|t = E(xt|y1:t) para la j−ésima
señal de prueba; x j,(i)

t es la i−ésima trayectoria
simulada asociada con la señal j; y w̃(i)

t|t = w̃(i)
t es

el peso de importancia.

4. Problema de Estimación No Lineal

El escenario considerado a demostrar la estima-
ción usando el FKE y FPKE, es reconstruir los
estados de los siguientes modelos:

1. Mapa de Henon [12]

xt+1 = yt + 1 − ax2
t + ut

yt+1 = bxt + vt (13)

donde: a, b, son parámetros, ut ∼ Np(0, σ2
u), y

vt ∼ Np(0, σ2
v) son mutuamente independien-

te.
2. Mapa de Lorenz [13]: es un sistema acoplado

de ecuaciones diferenciales no lineales para
explicar la dinámica del flujo:

ẋ = s(y − x)
ẏ = rx − y − xz
ż = xy − bz (14)

donde: s, r, b son parámetros y ẋ = dx
dt , ẏ =

dy
dt ,

ż = dz
dt . El vector de estado x = (x, y, z)T

representa una posición de las partı́culas en
el espacio de fase.

3. Modelo Sintético del Electrocardiograma
(ECG) ([14] es un modelo definido por un
conjunto de tres ecuaciones diferenciales

ordinarias:

dx
dt

= αx − ω

dy
dt

= αy + ωx

dz
dt

= −
∑

i∈P,Q,R,S ,T

ai∆θi exp
(
−

∆θ2
i

2b2
i

)
− (z − z0)

(15)

donde: α = 1−
√

x2 + y2, ∆θi = (θ−θi)mod2π,
θ = atan2(y, x), θ ∈ [−π, π], ω = 2π f es la
velocidad angular de la trayectoria, y f es la
frecuencia entre latidos del ritmo cardı́aco.

5. Resultados

Figura 1: Algoritmos FKE y FPKE para el modelo de Henon

En este trabajo se implementaron los siguientes
algoritmos: FKE y FPKE, en dos modelos caóticos
de: Henon y Lorenz, además se adaptaron algunas
estrategias de computo para fı́ltrar las señales que
se generan de un electrocardiograma sintético; es
decir, estimar y reconstruir la morfologı́a de las
ondas generadas por el modelo sintético. También
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se reconstruyen las ondas generadas por señales de
un electrocardiograma real tomada de un individuo
sano. En primer lugar, se consideró el modelo dado
en (13); suponiendo θ = (a, b, σ2

u, σ
2
v) conocidos y

los estados x0:t desconocidos. En este estudio no se
posee información sobre las observaciones reales
del sistema y1:t (variables observadas), entonces se
supone que los datos se obtienen usando el modelo
lineal yt+1 = 0.3xt + ηt (Bremer y Kaplan (2001)),
con x0 = 1, y1 = 0, ηt ∼ N(0, 0,001). Una vez
obtenida la muestra observada, se procede con la
inicialización de los parámetros requeridos por los
distintos algoritmos propuestos. Para inicializar
los filtros se tomaron las especificaciones a priori:
para el FKE x̂+

0 = 0.6314, P+
0 = 1, Qt =

0.01, Rt = 0.01 y para el FPKE x̂+
0 = 0.6314,

P+
0 = 1, Qt = 0.49, Rt = 0.01. Los parámetros

fueron elegidos como: a = 1.4 y b = 0.3, para
hacer más sencillo el trabajo (ellos también pueden
estimarse mediante está metodologı́a). También
se evaluó la eficacia de cada algoritmo, a través
de la desviación estándar empı́rica (DEE); y el
tiempo de ejecución (TE) de cada filtro. Los
algoritmos fueron implementados en el ambiente
de programación Matlab en un Pentium Dual-
Core 2,8 GHz. En el Figura (1), se muestra el
mapa verdadero de Henon conjuntamente con las
medias a posteriori estimadas por el FKE y el
FPKE. Se observa que los filtros se ajustan casi
perfectamente al mapa original.

Tabla 1: Comparación de la desviación estándar
empı́rica: modelo Henon.√

Var(xt|t) FKE FPKE
N=50 1.0232 0.8732
N=100 1.0176 0.8596
N=150 1.0247 0.8617
N=200 1.0149 0.8603
CPU Time (seg) 0.010310 1.597840

En la Tabla (1) se muestra un resumen de la
desviación estándar empı́rica de 1000 simulacio-
nes de longitud N = 50, 100, 150, 200 y el tiempo
de ejecución de los algoritmos para el modelo de
Henon, no se observa diferencias significativas en
los errores estimados para los distintos tamaños de

muestras, pero si en los tiempos de ejecución.
En segundo lugar, se consideró el modelo dado

en (14). El modelo fue discretizado por el método
de Euler de primer orden, considerado xt = xt−1 +

h f (xt−1), con un paso de tamaño h = 0,009. La
ecuación de evolución discretizada es:

xt+1 = xt + h(s(yt − xt)) + ut

yt+1 = yt + h(rxt − yt − xtzt) + vt

zt+1 = zt + h(xtyt − bzt) + wt (16)

donde: ut ∼ N(0, σ2
u), vt ∼ N(0, σ2

v) y wt ∼

N(0, σ2
w). En cada paso del tiempo t, las obser-

vaciones se generan a través de una ecuación de
observación lineal ([9])

yt = xt + ηt

donde: yt = (x+
t , y

+
t , z

+
t )T , xt = (xt, yt, zt)T , y ηt ∼

N(0, σ2
ηI), 0 es un vector de ceros, e I es la matriz

identidad. Para inicializar los filtros, se tomaron las
especificaciones a priori: para el FKE

x̂+
0 =

 0.2294
1.6360
20.81

 , P+
0 =

 1 0 0
0 1 0
0 0 1

 ,

Qt =

 0.01 0 0
0 0.01 0
0 0 0.01

 ,

Rt =

 0.01 0 0
0 0.01 0
0 0 0.01


y para el FPKE:

x̂+
0 =

 0.2294
1.6360
20.81

 , P+
0 =

 1 0 0
0 1 0
0 0 1

 ,

Qt =

 1 0 0
0 1 0
0 0 1

 , Rt =

 10−4 0 0
0 10−4 0
0 0 10−4

 .
En la Figura (2) se muestra el verdadero

modelo de Lorenz, conjuntamente con las medias
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Figura 2: Algoritmos FKE y FPKE para el modelo de Lorenz

Tabla 2: Comparación de la desviación estándar empı́rica:
modelo de Lorenz.√

Var(xt|t) FKE FPKE
N = 50 7.7864 7.7954
N = 100 7.7984 7.7949
N = 150 7.7866 7.7956
N = 200 7.8004 7.7955
CPU Time (seg) 0.015159 3.278230

a posteriori de los estados estimados por FKE y el
FPKE, en los casos se observa buena aproximación
de los algoritmos en la reconstrucción del modelo
caótico verdadero.

En la Tabla (2) se muestra un resumen de la des-
viación estándar empı́rica de 1000 simulaciones
de longitud N = 50, 100, 150, 200 y los tiempos
de ejecución de los algoritmos en la estimación
a posteriori de los estados x0:t para el modelo
de Lorenz; en la tabla no se observan diferencias
significativas en los errores, pero si en los tiempos
de ejecución.

En tercer lugar, se consideró el modelo dado en
(15) para la reconstrucción de una señal de ECG

sintético de [14]. El modelo sintético considerado
fue discretizado por el método de Euler de primer
orden, considerado xt+1 = xt + h f (xt), con un paso
de tamaño h = 0.003. La ecuación de estado o de
evolución discretizada resultante es:

xt+1 = xt + h (αxt − ωyt) + u1t

yt+1 = yt + h (αyt + ωxt) + v1t

zt+1 = zt

+ h

− ∑
i∈P,Q,R,S ,T

ai∆θi exp
(
−

∆θ2
i

2b2
i

)
− (zt − z0)


+ et (17)

donde: u1t ∼ N(0, σ2
u1), v1t ∼ N(0, σ2

v1), y
et ∼ N(0, σ2

e). Por lo general no se disponen
de las observaciones experimentales del sistema
dinámico que se quiere estudiar, entonces las
observaciones requeridas para evolucionar se ge-
neran a través de una ecuación de observación
lineal sintético (ecuación de observación) como lo
señala [9]; es decir

rt+1 = xt + ζt,

donde: rt = (x
′

t, y
′

t, z
′

t)
T , xt = (xt, yt, zt)T , y ζt ∼

N(0, σ2
ζI), 0 es un vector de ceros, y donde la

matriz I es la matriz identidad. Para inicializar los
filtros, los valores iniciales para FPKE fueron los
siguientes:

x̂+
0 = (1, 0, 0·04)

P+
0 =

 0,00001 0 0
0 0,00001 0
0 0 0,00001



Qt =

 0.000001 0 0
0 0.000001 0
0 0 0.000001



Rt =

 0.000001 0 0
0 0.000001 0
0 0 0.000001

 ,
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Los valores iniciales para FKE fueron, los siguien-
tes:

x̂+
0 = (1, 0, 0·04),

P+
0 =

 1 0 0
0 1 0
0 0 1

 ,

Qt =

 0.001 0 0
0 0.001 0
0 0 0.001

 ,

Rt =

 0.0001 0 0
0 0.0001 0
0 0 0.0001

 .

Figura 3: Reconstrucción de trayectorias: ECG sintético,
FPKE y FKE.

En la Figura (3), se muestra la morfologı́a que
describe los cinco extremos de las ondas P, Q, R,
S, y T en el cı́rculo unitario generado por el modelo
sintético dado en (17), conjuntamente con los
valores estimados por los algoritmos FKE y FPKE,
observándose similitud entre picos simulados y los
picos estimados.

En la Figura (4) se muestra el electrocardiogra-
ma generado por el modelo sintético verdadero,
conjuntamente con las medias a posteriori de los
estados estimados por el FKE y FPKE, en el
gráfico se observa una buena aproximación de
los algorı́tmos propuestos con respecto al modelo
sintético.

En la Tabla (3) se muestra un resumen de la
desviación estándar empı́rica para N = 5000

Figura 4: ECG sintético y medias a posteriori estimadas
por FPKE y FKE

Tabla 3: Comparación de la desviación estándar
empı́rica: modelo sintético simulado.

Filtros FPKE FKE
DEE(z) 0.0026 0.0024
CPU Time (seg) 52.701691 0.472046

partı́culas de longitud M = 200 usando el modelo
sintético del ECG y se estimó la desviación
estándar empı́rica del estado de la variable de
interés z, en la tabla no se observan diferencias
significativas en los errores estimados, es decir; la
diferencia entre el valor real y el valor estimado es
mı́nima.

Posteriormente y para validar los resultados
simulados, se ajusto el modelo sintético ECG,
pero ahora usando datos reales tomados
sobre un individuo sano disponible en la
base de datos physionet que se encuentra en
http://www.physionet.org/physiobank/database/nsrdb/

donde la frecuencia de muestreo fue de 125Hz,
la frecuencia cardı́aca media fue de 1.2Hz o 72
latidos por minutos. Para inicializar los filtros, los
valores iniciales a priori para FPKE fueron los
siguientes

x̂+
0 = (1, 0, 0·04), P+

0 =

 0.1 0 0
0 0.1 0
0 0 0.1

 ,

Qt =

 0.7 0 0
0 0.7 0
0 0 0.7

 , Rt =

 0.1 0 0
0 0.1 0
0 0 0.1

 ,
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Los valores iniciales a priori para FKE fueron

x̂+
0 = (1, 0, 0·04), P+

0 =

 1 0 0
0 1 0
0 0 1



Qt =

 0.1 0 0
0 0.1 0
0 0 0.1

 , Rt =

 0.1 0 0
0 0.1 0
0 0 0.1

 .

Figura 5: ECG real, FPKE y FKE

En la Figura (5) se muestra una representación
de la señal generada por el modelo sintético
con datos reales, conjuntamente con las medias
a posteriori de los estados estimados por los
algorı́tmos FKE y FPKE se observa que los valores
estimados y valores reales tienen el mismo patrón.

Tabla 4: Comparación de la desviación estándar
empı́rica: modelo sintético individuo sano.

Filtros FPKE FKE
DEE(z) 0.3176 0.3166
CPU Time (seg) 73.973548 0.568541

En la Tabla (4) se muestra un resumen de
la desviación estáindar empı́rica para el modelo
sintético con datos reales del ECG, no se observan
diferencias significativas en los errores estimados.

6. Conclusiones

En este artı́culo se implementaron los algorit-
mos: filtro de Kalman extendido y filtro de partı́cu-
las Kalman extendido para tratar los problemas de

estimación de parámetros (estados) en problemas
que tienen comportamientos no lineales. En par-
ticular, se consideraron tres estructuras conocidas
como: el mapa de Henon, el modelo de Lorenz
y el modelo sintético de un electrocardiograma.
Se estimaron los estados y se reconstruyeron
los atractores generados por los dos primeros
sistemas, para el modelo sintético se reconstruyo la
morfologı́a de las ondas P, Q, R, S y T, se comparo
el modelo sintético simulado y con datos reales. En
este estudio se demuestra que los filtros propuesto
son una alternativa válida para la estimación de
los estados en sistemas dinámicos no lineales.
Adicionalmente se estimó la desviación estándar
empı́rica como medida de calidad de estimación
de los filtros, observándose poca variabilidad.
También se estimó los tiempo de ejecución de los
algoritmos obteniendose diferencias significativas
entre FPKE y el FKE.
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